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EXTRAPOLACIA NEDOSTATOCNYCH
DATOVYCH VZORIEK.

PREDPOKLADY A PODMIENKY, KTORE MUSIA BYT NAPLNENE,
METODY, NASTROJE EXTRAPOLACIE.

Predmetom Siestej analyzy v ramci projektu je zhrnut pouzitie extrapolacnych Statistickych
technik v kontexte estimacie odchylky vyroby a spotreby elektrickej energie. Tato sprava je
len formalnym vystupom analyzy vhodnosti réznych pristupov k procesu extrapolacie
dostupnych dat. Cielom analyzy bolo popisat predpoklady a podmienky, ktoré musia byt
naplnené pri extrapolacii dat v energetike, prinosy a rizika pouzitia extrapolacnych technik,
popisat’ typy dat pouzitelnych na extrapolaciu, uviest priklady extrapolacnych technik,
popisat’ postup extrapolacie v €asovych krokoch a uviest moznosti umelého rozSirenia
vzorky v pripade nedostatoénych vzoriek dat.

1. Extrapolacia

Extrapolacia je Statisticka technika inferencie nepoznaného zo znamych stavov - okolnosti.
Pomocou nastrojov extrapolacie sa snazime predvidat buduce datové body, pri com sa
spoliehame na historické data, ktoré mame k dispozicii v urcitej granularite (napr. odhad
velkosti populacie za niekolko rokov na zaklade medzironého tempa rastu populacie od
zaciatku 19. storoc€ia). Inak povedané, datova extrapolacia je predikcia dat mimo hranice
tabulky. Tento proces sa da jednoducho popisat ako vzorku datovych bodov s hodnotami x1,
..., Xn, ku ktorym sa snazime aproximovat bod s hodnotu mimo rozsah danych bodov vo
vzorke. Ak tento novo identifikovany bod zapocitame do vzorky, mézeme iteraciami popisat
dalSie body a vytvorit tak prediktivny trend. Kazdy dalsi bod, bude mat mensSiu mieru
pravdepodobnosti odhadu jeho hodnoty.
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2. Podmienky a limity sledovania trendov pomocou extrapolacie

Ako kazda Statisticka technika, extrapolacia ma podmienky, ktoré musia byt splnené za
ucelom jej efektivnej aplikacie a metodologické limity, v kontexte ktorych sa pohybuje.
Predpovede na principe extrapolacie mézu byt velmi efektivne, pokial kontext, z ktorého
analyzované data pochadzaju, nenaznaduje ziadne preruSenie, alebo nepravidelné vykyvy
v dlhodobo vyskytujicom sa trende, €i minulych datovo paralelnych trendoch. Prikladom
takéhoto vykyvu su hodnoty premennych na zaciatku ekonomickej krizy v datach finan¢nej
burzy alebo zniZenie globalnej teploty po vybuchu sopky v meteorologickych datach.
Samozrejme, vykyvy vtrende nam mézu pripadat ako nepravidelné alebo neoakavané
z dévodu nedostatoénej vzorky (napr. kratkych ¢asovych radov).

AvSak, takzvana extrapolacia z priamky (pri ktorej predikujeme daleko do buduicnosti na
zaklade kratkodobého trendu) so sebou vzdy nesie riziko, pretoze niektoré nepredvidatelné
faktory don takmer vzdy zasiahnu. Extrapolacie mézeme pouZit ako orientaénu evidenciu,
napr. pre zistenie smeru vztahu trendu a konstantnej premennej (napr. v porovnani s
terajSim priemerom zrazok bude v blizkej buduicnosti prsat’ viac ¢i menej?), urlite vSak nie na
predikciu presnych hodnét. Ak chceme aplikaciu extrapolaénych metdd spravne pouZit, je
treba zvazit nasledujuce okolnosti:

e Chyba predpovede sa zvysSuje so zmensSovanim vzorky dat, z ktorej chceme
extrapolovat a naopak, pravdepodobnost kvalitnej predpovede sa zvySuje s objemom
historickych dat.

e Extrapolacia funguje obzvlast dobre, pokial su testovacie sety dat zbierané z
konstantne beziaceho signalu v pravidelnych intervaloch a tieto data su pouzité
na predpovedanie buducich datovych bodov pri zachovanom intervale (napr. v takom
istom intervale, aky bol interval zberu).

e Pravdepodobnost chyby predpovede sa zvySuje s poziadavkou predpovedat dlhSie
Casové horizonty a naopak, €im kratSi horizont, €¢im blizSi k su€asnosti, tym
mame vacésiu pravdepodobnost’ generovat’ presnu predpoved.

e Technikam extrapolacie, uUspechom priamo naviazanym na velkost vzorky,
Standardne pomaha aj Sirsie pole zberu dat. Napriklad v energetike a meteorolégii
pbdjde o rozdiel medzi v extrapolovanim dat pre celé Slovensko verzus pre jeho
lokalnu oblast.

e Pri aplikacii extrapolacnych metéd musime mat na pamati, Ze sme vzali za svoj
predpoklad, Ze aktualny a buduci pohyb trendu sledovaného javu ma priamy vztah
k minulym stavom, sa odvija od jeho minulych stavov. Esencidlne informacie o jeho
pohybe v buducnosti su teda ulozené v datach o jeho minulosti a su extrahovatelné.
Predpokladame, ze minulé trendy budiu pokracovat’ do buduicnosti. Aby sme
zabezpedili, ze je tento predpoklad dlhodobo spravny, je treba vytvorit' systematicky

2/11



ITMS 26240120039 Sprava €.6
Téma: Velké data, Pracovny balik 6

pristup k identifikacii elementov v datach, ktoré predpokladame, Ze zostanu stabilné
a dlhodobo sledovat rozdiel medzi stabilnymi a dynamickymi zlozkami trendu.

3. Vyhody a prinosy vs. nevyhody a rizika extrapolaénych technik

Vyhody extrapolaénych technik im pomohli udrzat sa pri zavadzani do praxe v oblastiach,
kde je dolezité sledovat a spresnovat trendy v kratkych a Castych intervaloch. Uvadzame
najvacsie vyhody aplikacii tychto metod:

Extrapolaéné techniky vynikaju svojou komputaénou jednoduchostou. To
znamena, ze pri dobrom nastaveni mechanizmov kumulujucich surové data do
pouZzitefnych agregatov, je systém, postaveny na extrapolacnych technikach,
schopny bezat' v realnom Case a sledovat trendy intenzivnych datovych tokov.

Druhou vyhodou je metodologicka transparentnost’ extrapolacnych systémov. Na
rozdiel od predikcii generovanych pomocou neurénovych sieti, pri extrapolacnych
technikach neexistuje ,black box“, mame pri nich Gplni kontrolu nad vyvojom
predikcie. Na rozdiel od metdd algoritmov posilfiovaného uéenia, ma extrapolacna
Statistika mensie naroky na iteracie.

Extrapolacie maju dobru schopnost pracovat’ s agregovanymi datami v kontexte
¢asu (s nizSou granularitou dat), bez umelého znizenia ich relevancie.

Vdaka jednoduchosti, je jej nasadenie bezproblémové.

Extrapolacia je vhodna pre spracovavanie dat z velkych oblasti, vykreslovanie trendov
v kratkych horizontoch a na sledovanie premennych, v ktorych predpokladame pomalé rasty
a poklesy (teda nie nahle a extrémne vykyvy v hodnotach). Samozrejme, extrapolacia ma aj
nevyhody a nedostatky, ktoré paradoxne ako jej vyhody, plynu z jej jednoduchosti:

Statisticka extrapolacia neprinada odpoved na otazku, 6o je pri¢inou sledovaného
trendu. Ide o Cisto deskriptivhu techniku. Aj ako deskripcia, ma nedostatky, nakofko
pracuje s agregatmi a teda nesleduje Specifické zmeny stavu Struktury datovych
vzoriek.

To znamena, Ze napriklad tvorba novych kohort v datach (napr. novy sektor
populacie, nova skupina rovesnikov) je pre interpretatora vykresleného trendu
neviditelny. Na sledovanie dat o Strukture a systematickom kontexte musime pouzit’
pomocné frekvenéné a cluster analyzy, ktoré nam pomo6zu zvazit zmysluplnost
aplikacie extrapolacnych statistickych technik. Takuto analyzu Struktury je potrebné
robit opakovane.

Aplikacia extrapolacnych technik ako primarneho nastroja tvorby predikcii je mozna

len vtedy, pokial mézeme vyluéit pripadné externé vplyvy, mimo systému,
s ktorym pocitame. Ide o nezname premenné, ktoré by mohli posunut buduce
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hodnoty mimo $kalu historickych hodnét (napriklad energetika je jednym z takychto
systémov).

o Automatizacia rozhodovacieho systému, zalozeného na datach z extrapolacnych
predikcii, sa v praxi Casto nepouziva. Vysledky extrapolacie je nutné vizualne
skontrolovat’ a posudit’, ¢i zodpovedaju nasim poznatkom o spravani sa hodnét
v danej doméne. Tento typ analyzy ma teda skér verifikaCny ako explorativny
charakter.

o Pri extrahovani testovacich vzoriek dat za u¢elom extrapolacie je potrebné zozbierat
dva typy vzoriek, nakolko musime porovnavat’ vysledky extrapolacie malo a viac
roztrusenej vzoriek dat (citlivost na datovu Struktaru).

o Podobny problém ako vySSie popisany limit extrapolacie z priamky nastava ak ma
systém pocitat s velkym mnozZstvom premennych. Tento problém je vSak ovela
tazsie detekovat, ako problém kratkych €asovych sledov dat. RieSenim je &asto
agregacia dat cez premenné, na zaklade identifikacie vztahov medzi nimi aich
naslednej korelacie.

e Pri sledovani trendu je dobré dopredu vediet aky typ trendu (model) mame ocakavat.
Ak mame informacie o ofakavanom tvare trendu pre dany ¢asovy usek (trend méze
mat" podobu linearnej, kvadratickej, exponencialnej funkcie atd.), mézeme pouzit
metodu least-squares (metdéda najmenSich Stvorcov) za ucelom najdenia optimalne
vykreslenej krivky trendu. Chyba extrapolacie krivky generovanej pomocou least-
squares je Casto signifikantne mensia ako chyba extrapolacie z priamky pomocou
interpolovaného polynomialu (matematickej funkcie odpovedajucej priebehu setu dat,
modelu alebo trendu). Treba si vSak uvedomit, ze fakt, Ze sme pomocou least-
squares identifikovali krivku velmi dobre fitujucu (najlepSie kopirujucu) na original, nie
je dékazom toho, ze extrapolacia je metdda predikcie na zaklade konkrétnej vzorky
dat v jej kontexte a kvalite — t..j predikcia dosiahnuta pomocou takejto extrapolacie
nemusi dosiahnut’ kontext a kvalitu konkrétnej zdrojovej vzorky.

e Vo vacsine pripadov, systémy v realnom svete nemaju tendenciu nasledovat

aktualne trendy dihodobo.

4. Data pouzitelné na extrapolaciu

Kvalita extrapolacie zavisi priamo od kvality vzorky dat, z ktorej extrapolujeme, preto by sme
radi zbezne popisali typy dat, vhodnych priamo na extrapolaciu alebo aspon jej podporu.
Vieme vyuZit' Styri zdroje dat: historické data, data z analogickych kontextov, simulécia dat -
data zlaboratérnych alebo experimentalnych situacii a simulacia dat - data z priameho
(polného) zberu.

Historické data su Casto priamou a prvou vofbou pri extrapolovani. Pokial mame dlhsie
Casové obdobie priamu skusenost (evidenciu) s javom, ktory sa snazime predikovat, je to
jednoznacny zdroj dat, z ktorého chceme pri predikcii vychadzat. Presnost extrapolacie na
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zaklade historickych dat zavisi na dvoch premennych: a) presnost merania historickych dat
a ich vSeobecna kvalita, b) premenlivost’ trendu.

d

Data z analogickych kontextov sa pouZivaju ako podporné data alebo v pripade, ked
historické data nie su k dispozicii (su neuplné). Steinov paradox naznacuje, Ze pridanim
analogickych dat vieme znacne spresnit vysledok extrapolacie. Podmienkou je evidencia
otom, ze jav, ktory vieme sledovat, je naozaj analogicky kjavu, ktory sa snazime
predikovat. Tieto dva javy by teda mali byt v stabilnom vztahu, & uz korelaénom alebo
kauzalnom. Na sledovanie - nakolko su dva javy analogické a data z nich pouzitelné pre
jednu extrapolaciu - existuju rézne indexy.

Simulacie mézu byt pouZité na generovanie dat v pripade, Ze nemame k dispozicii iné
zdroje dat, alebo ked sa chceme uistit otom, Ze jav v historickych datach sa sprava
Standardne. Simulacie moézu prebiehat experimentalne v laboratérnych podmienkach alebo
v polnom vyskume. Laboratérne podmienky nam davaju lepSiu kontrolu nad externymi
vplyvmi a polné zbery maiju lepSiu ekologicku validitu (lepSie simuluju podmienky realneho
sveta). V tabulke ponukame hodnotenie jednotlivych zdrojov dat v kontexte ciela predikcie:

HONOTENIE JEDNOTLIVYCH ZDROJOV DAT V KONTEXTE CIEL’A PREDIKCIE

(1 = najpriaznivejSia alternativa)

Oc&akavam ze jav je

reprezentovany

Odhad Efekt
suasnéh Malymi Velkymi vyskumnikov

o stavu zmena zmena  ej zaujatosti Cena zberu

Zdroj dat trendu mi mi (bias) dat
Historickeé data 1 1 4 1 1
Data
z analogickych 2 4 3 2 2
kontextov
Laboratérna
_ o 4 3 2 4 3
simulacia
Polny vyskum 3 2 1 3 4
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5. Dva priklady extrapolaénych technik

Popideme si dva z mnohych nastrojov extrapolacie. Vybrali sme zakladné techniky, ktoré sa
ale ¢asto pouzivaju v praxi.

a. Technika Markov Chains

Pri technike Markov Chains pouzivame vzorec nedavneho spravania sa javu ako zaklad pre
tvorbu prognézy. Pri tomto pristupe sa predpoklada sa, zZe spravanie javu v budicnosti sa da
odvodit zo znalosti su€asného stavu javu a z analyzy toho, ako sa jav presunie z jedného
stavu do druhého. Ide teda o progresivnu a nie regresivhu metédu, lebo sa primarne
zameriava na analyzu krokov vpred (n(t) - n(t+1)) a nie na sledovanie historickej stability
trendu. DOlezitym krokom je tu kvalitne zadefinovat’ stavy a akcie, ktorymi sa jav presuva do
dalSieho stavu (to mézu byt napriklad jednotlivé zbery, alebo zmena roéného obdobia).

b. Technika Exponential Smothing

Exponencial Smoothing je pomerne jednoduchd, intuitivna, lacna, a dobre znama metdda.
Nadvazuje na filozofiu dekompozicie. Predpokladame pri nej, ze Casové rady sa skladaju z
niekofkych zakladnych prvkov: priemer, trend, sezonnost a chyba (odchylka). Prvé tri zlozky
predstavuju historické data a su tak aj vpisované do grafov. V extrapolacnom grafe sa tak da
znazornit odhad aktualizovaného priemeru, predpoved po tom, ako sme zapoditali trend do
odhadu aktualneho stavu a celkovu progndézu, ktord bude kombinaciou su€asného stavu,
trendu a sezdnnosti. K tejto kombinacii vieme vypocitat absolutnu a relativhu chybu odhadu.

Exponencial Smoothing je podobny metéde kizavého priemeru, ale nov§im udajom
priradzuje vacsiu vahu. Priradené vahy klesaju exponencialne od najaktualnejSich dat
smerom k historickym, takZe €im starSie udaje, tym menSi je ich vplyv. To, Ze vahovanie
historickych dat dava zmysel, je podporené viacerymi empirickymi Studiami. Exponencial
Smoothing mdéze byt pouzity spolu s dekompoziCnymi technikami na analyzu historickych
dat.

K popisu zakladnych metdd prikladame vSeobecny popis hlavnych krokov a principov, ktoré
musia byt dodrzané pri extrapolaciach réznych druhov. Kroky su radené podla Casovej
priority:

Vyber a priprava dat:
o Ziskaj data reprezentujuce jav, ktorého spravanie sa snazime extrapolovat
o Pouzi vdetky dostupné data, najma pri dlhodobych predpovediach;

e Popi$ Strukturu javu a kontext, v ktorom sa jav nachadza (predikcia odchylky
vyroby a spotreby elektrickej energie na Slovensku), aby si mohol na
spresnenie extrapolacie vyuzit doménové znalosti;

o Vycisti data a zniz chybu merania;

e PrispOsob data ¢asovym sériam, v akych boli zbierané;
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e PrispOsob data relevantnym historickym zmenam.

Sezénne upravy na datach (napasovanie dat na intervaly, ktoré pozname):

e Prispésob data sezonnym zmenam v spravani javu, ak tvoje doménove
poznatky poukazuju na existenciu fluktuacii javu v ich kontexte a pokial je
vzorka na takuto upravu dostato¢na;

o Pouzi multiplikativne faktory pre stabilné Casové useky a javy, ktoré maju
presné pomerovo Skalovatelné data;

o Vypusti sezénne Upravy dat, ak Celis vy$Sej miere Statistickej neistoty.

Extrapolovanie:
o Kombinuj odhady réznych urovni predikcii;
e Pouzi jednoduchu reprezentaciu trendu, az na stavy kde je silna evidencia
v prospech komplexnejSich kriviek;

o Navahuj aktualnejSie data viac ako starSie data v pripade, Ze je chyba merania
mala, horizont predpovede je kratky a opakované merania na r6znych
vzorkach su stabilné;

e Bud konzervativny v priprave dat, analyze a interpretacii, ak je pritomna velka
miera neistoty (osobnej alebo/aj Statistickej);

¢ Pouzi doménové poznatky na vopred Specifikované Upravy extrapolacie.

e Pouzi deskriptivne Statistické metody ako pomébcku pri vybere metody
extrapolacie;

e Aktualizuj odhady parametrov predikéného modelu ¢asto;

e Pouzivaj cykly iba vtedy, ak su dékazy o buducom nacasovani a amplitude
trendu velmi presné.

Zohladni Statisticku neistotu (pravdepodobnost’ a chybovost):
e Pouzi empirické odhady vychadzajuce z out-of-sample testov,

o Pre pomerovo Skalovatelné data, odhadni predik&né intervaly pomocou log
transformacie realnych a predikovanych hodnét;

e PouZi bezpetnostné faktory pre ostatné typy datovych sérii.

Pouzi extrapolaéné techniky:

o Ked je potrebné robit’ vela predpovedi alebo opakované predpovede;
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o Ked si mbzes dovolit ignorovat’ vacsinu kontextualnych premennych;
o Ked je situacia stabilna v ¢ase;
o Ked pouzitie inych komplexnejSich metdd je nemozné;

o Ked potrebuje$ merania nizSej miery efektivity predikcii (napr. identifikovanie
predikéného potencialu dat alebo stability spravania sa javu).

6. Extrapolacia €éasovych radov v kontexte odhadu odchylky
elektrickej spotreby

Ako sme videli v ¢asti 3. Vyhody a prinosy vs. nevyhody a rizikd extrapolacnych technik,
Startistické techniky extrapolacie su velmi Specifické vo svojej aplikacii. Pre potreby predikcie
v kontexte odhadu vyroby a spotreby elektrickej energie na Slovensku je v8ak extrapolacia
velmi pouZitefnym nastrojom. Striktne definované pravidla vyroby a spotreby, stabilné
a oCakavatelné vyvoje trendov vo vztahu ku klimatickym zmenam (napr. teplota), moznost
agregovania dat, pravidelnost ich zberu, mnoZstvo zbieranych dat, ich kvalithé namapovanie
na rozlohu arelativne maly po€et premennych umozfiuje vyuzit extrapolaciu v plnej sile
najma pri kratkych, frekventovane opakovanych predikciach na minut, hodin.

Ak by sme sa rozhodli extrapolovat data ktoré mame k dispozicii zo smartmetrov, t.j. 65
odbernych miest zbieranych v ¢asovom useku od 1.1.2014 do 3.4.2014, na urovni dni
a tyzdnov, presnost predikcie znacne klesne. Na druhej strane, vdaka Statistickej kontrole
extrapolaéného procesu mézeme vidiet, ze sa nam stale dari najst v datach trendy. Ako je
jasne vidiet na nasledujucom grafe, Casové rady vykazuju aj na tejto urovni pomerne
periodické spravanie:

40
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Periody su hlavne tyZzdenné a denné. Pokial by sme chceli extrapolovat data automaticky na
istu dobu dopredu pomocou automatu, ktory by pouzival trivialnu metodu: “predikuyj to isté, ¢o
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bolo x dni dozadu”, tak by sme dostali vysledky, ktoré nam urcia hranicu, chybovosti, pod
ktoru sa nikdy nedostaneme.

Do dostaneme nasledovné relativne chyby predikcie:

Interval na predikciu | Relativna chyba | Relativha chyba (na | Relativha chyba (na
dopredu [dni] (cez vsetky rady) najlepsom rade) najhorSom rade)

1 222% 5.83% 700%

7 75% 5.80% 189%

14 86% 5.78% 227%

21 90% 5.70% 258%

28 95% 5.80% 270%

Tieto chyby mézu pésobit ako velké Cisla, ale treba si uvedomit, Ze automat predikuje
spotrebu jedného odmerného miesta v kratkom ¢asovom useku. To znamena, Ze pracuje s
pomerne velkym vyskytom réznych nahodnych faktorov, na ktoré, ako sme si povedali, su
extrapolaéné techniky velmi citlivé. Dalej si je treba uvedomit, Ze vaésina predikcii pomocou
extrapolacie sa doteraz zameriavala na hodinové useky a vacsinou predikovala len lokalnu
Cast siete. My sa tymto testom snazime urcit, kde ma vyuzitie extrapolacie limit. Preto, sa
z tohto zakladného vysledku odrazame a posuvame vykonnost systému smerom k vacsej
presnosti tak, aby mohol byt jeho beh stale manazovany automatom.

Pokial zlepSime kvalitu vzorky, t.j. spotrebu predikujeme z viacerych datovych bodov
(smartmetering) alebo ak chceme predikovat spotrebu na tyzdef dopredu, tak pridame
okrem dat o su€asnej spotrebe aj spotrebu spred tyzdna a dvoch tyzdrov, dostaneme lepSie
vysledky. Ak pouZijeme nielen su€asny 15 minutovy interval, ale aj intervaly okolo neho a
tieto hodnoty vhodne skombinujeme, vysledok sa zase zlepSi. ESte lepSia presnost by sa
dala dosiahnut, keby sme odberné miesta mohli segmentovat do viacerych skupin (napr.
domacnosti, velké fabriky), kedze sa da predpokladat, Zze u tychto segmentov existuje iné
spravanie v odbere energie. Predpokladame, Ze signifikantny posun k presnosti predikcie
prida zakomponovanie sezénnosti (sezdnneho spravania spotrebitefov a vyrobcov). Takto sa
da chyba pri tyzdrfiovej predikcii dopredu znizit na 55%. To je velmi dobry vysledok na
metddu vSeobecne povazovanu za pouzitefnu najma na odhad minutovych a hodinovych
intervalov. ESte lepsi spbsob je natrénovat linearnu regresiu, ktora na vstupe dostane
posledny tyzderi Casového radu a predikuje spotrebu na tyzden dopredu. Ukazuje sa, ze je
mozné dosiahnut chybu okolo 50%. Zaujimavym faktom je, Ze u niekolkych radov ale
periodu nevidno (vid nasledujuci graf). Dovodov méze byt viac, od neStandardného
spravania sa odberatela, po nedostatky vo vzorke dat, s ktorou pracujeme.
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7. Umelé rozSirovanie vzorky

Pri nedostatku dat sme v niektorych situaciach schopni pouzit metddy na umelé rozSirenie
testovacej vzorky. Tieto metédy v8ak treba pouzivat s velkou opatrnostou, nakolko
s roSirenim trendu ¢asto v nepriamom pomere rozSirujeme aj chybu predikcie.

Jednou z metdd je pridavanie novych ¢asovych radov. RozSirovanie vzorky je Standardna
technika pri tvorbe automatickych expertnych systémov rozpoznavani obrazu, ked lahko
vyrabame nové vzorky malou modifikdciou znamych vzoriek (posunutie, otoCenie,
natiahnutie). Technika sa pouziva hlavne na zlepSenie robustnosti algoritmov, teda na
vylepSenie schopnosti systému predikovat - identifikovat trendy, nie na vylepSenie
deskriptivnych Statistik. Tento pristup sa da presunut aj do energetiky, kde vyrobime nové
Casové rady malym pozmenenim predchadzajucich (pomocou manipulacie Sumu,
prenasobenim konstantou, atd.) a potom mdzeme zlepsit robustnost’ algoritmov na predikciu
a segmentaciu.

Druhou mozZnostou je uz spomenutd simulacia, pridavanie umelych buducich merani.
Presnost tychto merani nebude velka, no dala by sa zlepSit pouZitim analogickych (napr.
teplotnych) dat. Na tychto datach nema zmysel predikovat na viac ako tyzderi dopredu
a maju sluzit na orientacnu analyzu.

Poslednou uzito€nou technikou rozSirenia vzorky je pridavanie novych atributov. Nové
atributy mdézu predstavovat Statistické konStrukty alebo agregaty veli€in. Daju sa dopocitat
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dodatoCné Statistiky pre kazdy Casovy rad ako: plavajuce priemery, hodinové/denné data,
Standardné odchylky, Casove priemery.

8. Zaver

Nasim ciefom vtomto reporte bolo urobit prehlad problematiky pouzitia extrapolaénych
metdd na vzorkach dat, ktoré mame k dispozicii a vyjadrit’ sa k ich pouzitelnosti pri tvorbe
nového predik&ného systému v kontexte smartmeteringu.

Technicky popis tohto procesu je prili§ komplexny pre potreby vystupného reportu, ktory
odovzdavame v ramci projektu, preto report obsahuje hlavné zavery, odporucania
a Specifikacie, ktoré sme extrahovali poCas nasej prace.

Extrapolacné techniky su velmi uZitoCné a jednoduché nastroje na popisovanie vyvoja
trendov v minutovych, hodinovych a dennych ¢&asovych usekoch. Maju potencial byt
relevantnym zdrojom verifikanych dat pri predikciach na dlhSie ¢asové useky — tyzdnov
a mesiacov. Najlepsi vykon dosahuju pri jemne rastucich a klesajucich hodnotach trendov
a pri optimalizacii identifikovania trendov z periodicky zbieranych dat.

Doménovo-Specifické poznatky o energetike, datovej Strukture a sezonnych fluktuaciach
signifikantne zlepSuju vykon extrapolaénych nastrojov. Automatizované identifikovanie
trendov pomocou extrapolacie je velmi efektivne kontexte zvladania datového objemu vtedy,
ak su spravne nastavené systémy tvorby datovych agregatov a periodického vytahovania
testovacich vzoriek z toku surovych dat, beziaceho v realnom Case.
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